Filtrando atributos para mejorar procesos de aprendizaje

José Ramén Quevedo Pérez™, Juan José del Coz Velasco™, Jorge Diez Peléez

"Centro de Inteligencia Artificial 'CENSY RA-SERIDA
Universidad de Oviedo en Gijon C/ Camino de los Claveles 604
Campus de Viesques SN 33271 - Gijon
33271 - Gijon jdiez@aic.uniovi.es

{ quevedo, juanjo } @aic.uniovi.es

Resumen: Los sistemas de aprendizaje automatico han sido tradicionalmente usados
para extraer conocimiento a partir de conjuntos de ejemplos descritos mediante atri-
butos. Cuando la informacion de partida representa un problema real no se sabe, ge-
neralmente, qué atributos influyen en su resolucion. En esos casos, la Unica opcién a
priori es utilizar toda la informacién disponible. Para evitar los problemas que esto
conlleva se puede emplear un filtrado de atributos, previo al aprendizaje, que nos
permita quedarnos sdlo con los atributos mas relevantes, aquellos que encierran la
solucién del problema. En este articulo se describe un método que realiza esta selec-
cion. Como se mostrara, esta técnica mejora los procesos posteriores de aprendizaje.

Palabr as clave: Aprendizaje automético, relevanciay seleccion de atrib utos.

1 Introduccion

Los sistemas de aprendizaje automatico a partir de gjemplos tratan de inferir conoci-
miento de un conjunto de datos representado mediante una matriz donde cada fila co-
rresponde a un gemplo y las columnas contienen los atributos que lo describen, siendo
la Ultima de ellas |a categoria que se pretende predecir. Esta categoria puede ser de dos
tipos: una clase, en problemas simbdlicos, o, como en los abordados en este articulo,
una valoracion numerica cuando el problema de prediccién es de naturaleza continua.

" Lainvestigacion descrita en este articulo ha sido subvencionada por los proyectos PB98-1556 de |a Di-
reccion General de Ensefianza Superior e Investigacion Cientificay 1FD97-1633 de la CICYT (FEDER).
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L os sistemas de aprendizaje tratan de encontrar |as relaciones que hay entre el valor de
los atributos en los ggemplos y |as categorias de |os mismos.

En muchos problemas de aplicacion practica la principal dificultad que se tiene para
utilizar este proceso de aprendizaje es gue no se sabe qué atributos de los que describen
los gjemplos pueden tener relacion con su categoria. En este caso la solucion por la que
se suele optar esincluir todos los atributos disponibles con la esperanza de que € siste-
ma de aprendizaje sea capaz de descubrir los atributos mas relevantes y considerarlos
especialmente a la hora de aprender a distinguir las categorias. Este método tiene dos
problemas importantes. El primero es que no se puede asegurar que la precision de un
sistema de aprendizaje no varie al utilizar mas atributos de los necesarios, es decir, al
incluir en el conjunto de entrenamiento atributos irrelevantes para el problema, atributos
gue no tendra ninguna relacion con las categorias y que Unicamente aportaran ruido a
aprendizaje. En segundo lugar, cuando el nimero de atributos 'y g emplos es muy eleva-
do, los recursos necesarios (de tiempo y memoria) pueden hacer inviable el proceso de
aprendizaje. Esta situacion suele darse a menudo en casos précticos donde se dispone de
gran cantidad de informacién no organizada de la que se quiere extraer conocimiento.

En este articulo se muestra un método que evita tener que aprender con gran canti-
dad de atributos cuando s6lo unos pocos son hecesarios para la resolucion del proble-
ma. Este método consiste en filtrar previamente el conjunto y obtener otro con € mismo
nimero de gjemplos, pero Unicamente con |os atributos Gtiles; un sistema de aprendizaje
empleara este nuevo conjunto y obtendra el conocimiento buscado, utilizando menos
recursosy posiblemente mejorando la calidad del aprendizaje realizado (Figura 1).

Conjunto original Conjunto relevante

(Todos los Atributos) Filtro Atributos (Atributos necesarios) Aprendizge

Figura 1. Mecanismo de filtrado de atributos para mejorar procesos de aprendizaje.

En los siguientes epigrafes se describira en que consiste el método desarrollado para
seleccionar atributos, se mostraran los resultados de las pruebas experimentales efec-
tuadas con esta nueva técnica sobre algunos conjuntos conocidos y otro de aplicacion
précticay seindicaran las conclusiones que pueden extraerse de este trabajo.

2 Descripcion general

El objetivo dltimo de nuestro sistema es seleccionar € mejor subconjunto de atributos
del conjunto de gemplos original. Obviamente, € método éptimo consistiria en evaluar
todos los subconjuntos de atributos posibles. Lo que ocurre es que esta solucion nos
Ileva a una explosion combinatoria que impide que €l sistema sea computacional mente
realizable, salvo gque esté guiado mediante algun tipo de heuristico [BL97] [KJ97]. Por
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lo tanto, la primera decision que hay que tomar es buscar un método para hallar el mejor
subconjunto de atributos, sin necesitar evaluar todas las posibilidades existentes.

La solucién por la que hemos optado para evitar este escollo es efectuar una ordena-
cion delosatributos que nos permita realizar un proceso guiado de eliminacion. El ob-
jetivo de la ordenacion debe ser tal que entre los subconjuntos de atributos generados y
evaluados esté aquél del que pueda extraerse un conocimiento que ofrezca una mayor
precision. Paraintentar lograrlo ordenaremos | os atributos de menor a mayor relevancia
y, mediante un proceso iterativo, buscaremos el nivel dptimo de relevancia para € pro-
blema. Es decir, partiendo del conjunto original, en cada iteracion estimaremos la capa
cidad de precision que puede obtenerse con e subconjunto de atributos resultante de
eliminar del subconjunto de la iteracion anterior el atributo menos relevante. De entre
todos los subconjuntos probados nos quedaremos con aquél del que estimemos puede
extraerse un conocimiento mas exacto del problema.

El segundo elemento que precisamos, aungue éste mas facilmente resoluble, consiste
en determinar como evaluar la capacidad de precisiéon que puede lograrse con cada uno
de los subconjuntos de atributos testados. De entre las multiples alternativas existentes
escogeremos una buscando un compromiso entre la eficienciay la estimacion del error
que ofrezca. El algoritmo final de nuestro sistemaes el que sigue:

algoritmo FA (Filtrando Atributos) es
Mg or Error=EstimacionError(ConjuntoOriginal)
ConjuntoOrdenado= OrdenacionAtributos(ConjuntoOriginal)
Mg or Subconjunto= Subconjunto= ConjuntoOrdenado
Para cada atributo A del ConjuntoOrdenado desde €l peor atributo al mejor hacer
Subconjunto=Subconjunto eliminado el atributo A
Error Subconjunto= EstimacionError (Subconjunto)
S (ErrorSubconjunto < MejorError) entonces
MejorError=Error Subconjunto
Mejor Subconjunto= Subconjunto
finS
finPara
Devolver Mejor Subconjunto
FinAlgoritmo

3 Ordenacion de atributos

Para resolver el problema de la ordenacion de atributos, hemos optado por implementar
dos métodos distintos: un mecanismo que ordena |os atributos basandose en un sistema
que asigna un peso a cada atributo y un método que determina la ordenacion de acuerdo
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al acierto que se obtiene con un algoritmo del vecino mas préximo al eliminar del con-
junto original cada uno de los atributos que lo forman.

3.1 Usando pesos para ordenar atributos

El primer método para ordenar 1os atributos de acuerdo a su importancia se basa en la
técnica que emplea el sistema de aprendizaje BETs [Coz00] para determinar la relevan-
cia. Estatécnica, a igua gue otras existentes [AHA98] [WAM97], asigha un peso en el
intervalo [0,1] a cada atributo. Para obtener cada uno de esos pesos, BETs estudia la
capacidad de clasificacion de las distintas ternas formadas por un atributo, un valor*
dentro de ese atributo y la categoria que concluye. Es decir, la relevancia depende de lo
discriminante que sea €l valor en un atributo para concluir cada categoria continua. Para
cada una de las ternas (atributo, valor, categoria) presentes en el conjunto de entrena-
miento se calculara su poder de clasificacion, para posteriormente comparar todos ellos
y normalizar los datos obtenidos en € intervalo [0,1]. El valor normalizado calculado
mediante este proceso es el peso que se otorgara a cada uno de |os atributos de cada uno
de los gjemplos de partida.

El poder de clasificacion de cadaterna se determina en funcién de su Nivel de Impu-
reza [RMB97]. El nivel de impureza es una medida que trata de reflgar la calidad de
clasificacion de unaregla. Lo que queremos medir es la calidad de las reglas del tipo:

categoria U atributo =valor (1)

Es decir, como €l valor de un atributo nos puede ayudar a concluir una categoria. El
célculo de estos niveles de impureza es el que sigue. Por cada valor v en cada atributo a,
se contard cuantas veces aparece (n) y que proporcion (p) de esas veces concluye la ca
tegoria c. Con estos datos se calculara el intervalo de confianza de p, o 1o que es lo
mismo, €l intervalo de confianza de la categoriac en el atributo a 'y para el valor v, [El,
ED], apartir delaférmula:

p+ z, z\/—p(l- p) +Z—22
2n i n an (2)
1+2 A

donde z se puede encontrar en la tabla de distribucion normal de acuerdo a nivel de
confianza deseado. El nivel de impureza mide el grado de solapamiento del intervalo de
confianza de laregla anterior y € intervalo de confianza, [ElAzar, EDAzar], de laregla
canonicadel azar paralacategoria c (unareglasin antecedentes que concluye en c).

! En caso de que el valor del atributo sea numérico, éste ha de entenderse como un intervalo resultante de
discretizar el atributo. Lo mismo ocurre con la categoria, que en nuestros problemas sera siempre continua.
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. . EDAzar - EI
Nivellmpureza(a, v,c) = 100 0. E (3)
Unavez calculado € nivel de impureza de cada terna, procederemos a normalizarlos
entre 1y O, tomando como 1 el mayor nivel deimpurezamedidoy como O el valor 100.
El valor 100 indica un nivel de relevancia igual que €l azar, es decir, una relevancia
nula. El célculo definitivo queda asi:
Nivellmpureza(a, v, c) - 100
MejorNivellmpureza - 100 (4)
Una vez hallados |os pesos para todas | as ternas, se asignara en cada atributo de cada
ejemplo el peso que le corresponda en funcion de los valores que contenga. Para orde-
nar |os atributos del problema simplemente calcularemos el peso medio de todos ellos a
través de todo el conjunto de entrenamiento. Aquellos atributos con un peso medio ma
yor se entiende que son mas relevantes paralaresolucion del problema.

peso(a, v,c) =

3.2 k-NN como método de ordenacion de atributos

El sistema de aprendizaje de los k vecinos més proximos, o k-NN [CH67] [Das91],
para evaluar un nuevo caso e calcula sus k vecinos (v;), es decir, los k gemplos del
conjunto de entrenamiento méas préximos a dicho caso, utilizando para ello la métrica
euclidea donde los atributos continuos estan normalizados y |a distancia entre los sim-
bolicoses0si esel mismo simboloy 1 si esdiferente.

En laversion de k-NN para problemas de categorias continuas, €l nimero que se le
otorgara sera la media de | as val oraciones de |os gy empl os mas proximos ponderandol os
por el inverso de ladistancia:

val(e) = 2 ——"12 (6)

Si alguno de los k vecinos se encontrara a distancia O, es decir, fuera exactamente
igual a propio gemplo e, aéste se le asignara directamente la valoracion de aquél.

Un problema de este sistema de aprendizaje, como ocurre con otras muchas métricas
y otros sistemas, es que no discrimina los atributos de acuerdo a su relevancia; segun €l
método descrito anteriormente todos |os atributos tienen la mismaimportancia ala hora
de calcular la distancia entre dos gemplos. La idea de este sistema se basa en que los
ejemplos cercanos tienen categorias parecidas, pero esto solamente se cumple si 1os
atributos (los cuales determinan si dos g/ emplos son cercanos o no) tienen relacion con
dicha categoria. Si existen atributos que carecen de esa relacion pueden determinar que
dos g/ empl os sean cercanos aln cuando sus categorias sean muy diferentes.
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Teniendo en cuenta lo expuesto anteriormente, si a un conjunto de ejemplos le afa
dimos un atributo no relacionado con la categoria, €l error de aprendizaje usando k-NN
empeorara[CF94]. O lo que eslo mismo: “si un conjunto de ejemplos tiene un atributo
no relacionado con las categorias, al quitar este atributo, el error cometido por €l
aprendizaje usando k-NN disminuird”. El método para determinar la relevancia de cada
atributo se basa en esta afirmacion. Consistira, por tanto, en medir la precision que se
obtiene a eliminar cada atributo del conjunto original. Cuanto mas relevante sea el atri-
buto, en mayor medida disminuye la precision que se alcanza con € resto de atributos.

4 Seleccion del mgor subconjunto de atributos

Siguiendo €l principio expresado en el parrafo anterior, para medir la calidad de cada
subconjunto de atributos estimaremos €l error que k-NN comete con cada uno de los
subconjuntos generados. Para que esta estimacion resulte o més precisa posible hemos
utilizado el método |leaving-one-out. Este método ofrece la estimacion mas fiable del
error y consiste en €l siguiente proceso: para cada gemplo del conjunto se entrena el
sistema con € resto de ggemplosy se calcula el error cometido; el error total serdlame-
dia del error repitiendo este proceso con todos los g emplos, es decir, excluyendo del
entrenamiento una vez cada uno de ellos. Puede pensarse que esta estrategia es compu-
tacionalmente muy costosa, sin embargo, no debemos olvidar que €l sistema utilizado es
k-NN que no tiene coste de entrenamiento.

Por tanto, nuestra medida para evaluar la calidad de cada subconjunto de atributos
serd el error que cometa k-NN en leaving-one-out sobre dicho subconjunto. El mejor de
todos ellos, seraaquél para el que se obtenga un error menor.

5 Filtrado agresivo o prudente

La estrategia que se ha expuesto hasta este momento ha sido la de eliminar |os atributos
irrelevantes del problema, es decir, nos hemos limitado arealizar un filtrado prudente.
Sin embargo, en determinadas circunstancias es posible que se desee algo mas.

Un sistema de aprendizaje da mejores resultados cuando aprende a partir de todos
los atributos relevantes del problema que aborda, pero, ¢qué sucede cuando aprende
sblo a partir de los mas relevantes, descartando algun atributo, que siendo relevante, lo
es menos que los elegidos? Al descartar alguno de esos atributos relevantes parece 16gi-
co pensar que €l sistema de aprendizaje pierda algo de precisiéon. Sin embargo, las ven-
tajas que se pueden obtener a cambio pueden compensar esa pérdida.

Supongamos que la obtencion de los gjemplos de entrenamiento es una tarea costosa
y en la que € coste depende directamente del nimero de atributos que haya que medir,
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algo muy habitual en problemas reales. En situaciones de ese tipo, es interesante reducir
el nimero de atributos empleados |o mas posible siempre que ello no conlleve una pér-
dida excesiva en la capacidad de precision del sistema. Ademés, cuando eso se consi-
gue, se logra que las explicaciones aportadas por el sistema de aprendizaje sean mas
comprensibles, en este caso se ha de resolver e probl ema con un filtrado agresivo.

El filtrado agresivo consiste en eliminar todos |os atributos irrelevantes y algunos de
los relevantes. ElI numero de atributos relevantes eliminados puede variar dependiendo
de las necesidades del problema. Por esto, en el proceso descrito anteriormente en el
algoritmo del sistema, se hace necesario incluir un pardmetro gue indique el grado de
agresividad del filtrado. Este parametro se introduce como un porcentagje de forma que
para considerar un nuevo subconjunto como el mejor, debe superar en un cierto por-
centgje el mejor error registrado hasta ese momento. Actualmente se esta utilizando la
técnica dd filtrado agresivo en un proyecto de investigacion, la clasificacion de canales
bovinas cuyos resultados se mostraran en el siguiente apartado.

6 Pruebasexperimentales

El objetivo de estas pruebas se centré en el estudio de dos aspectos:. |a reduccion del
numero de atributos en los conjuntos de gjemplosy la posible mejora en la capacidad de
acierto a eliminar los atributos menos relevantes. Para calcular ambos elementos, se
realizaron pruebas de validacion cruzada con 10 particiones y 5 repeticiones; l0s resul-
tados mostrados en todo este apartado corresponden a la media de los obtenidos en 50
aprendizajes. Para que estos experimentos sean repetibles se usd el sistema MLC++
[KJIL94] con una semillafija: 2032. Como sistemas de aprendizaje se emplearon: SAFE
[Quel0], M5 [WW97] y BETs [C0z00]; todos €llos aprenden categorias continuas.

En primer lugar, se probd la bondad del filtrado de atributos (FA) en conjuntos de
ejemplos conocidos, obtenidos del repositorio de la UCI [BKM98]. Para asegurar la
presencia de atributos irrelevantes, a estos conjuntos se les afiadié pares de atributos
aleatorios (uno continuo y otro simbdlico), creando una serie de conjuntoscon 0, 1, 2y
3 pares de atributos irrelevantes. Para cada conjunto de la serie se calcul6 su error; la
media de todos ellos es el error que se asigno a la serie generada a partir del conjunto
original. Se calcularon los errores de los sistemas de aprendizaje por si solos 'y en-
pleando previamente €l filtrado de atributos. Como mecanismos de ordenacion se utili-
zaron tanto los pesos de BETs como |a ordenacion obtenida gracias a k-NN. Para cada
sistema se determind el porcentaje de mejora, que es positivo si a utilizar FA mejora el
error y negativo en otro caso. Todo ello aparece resumido en laTablal.

Con estas pruebas se consigue comparar € sistema de filtrado de atributos propues-
to(FA) con respecto alos que implementan | os sistemas de aprendizaje que se utilizan.
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Tabla |. Porcentajes de mejora en la capacidad de acierto y reduccién del nimero de atributos en
problemas de categorias continuas conocidos. Cada problema representa una serie de conjuntos que
resultan de afiadir 0, 1, 2, 3 pares de atributos irrelevantes a los conjuntos originales®. Se comparala

ordenacion de atributos proporciona por 1os pesos de BETSy la obtenida con k-NN.

k-NN FA BETSFA

Tamainc M5  SAFE BETs Media] Tamaric M5 SAFe BET¢ Media
Cpu 64.2% -0.7% 9.0% 14.7% 7.7%]| 55.8% 12% 115% 01% 4.3%
Autos 68.7% 0.3% -0.5% 7.3% 2.4%| 36.5% 39% 27% 68% 4.5%
Liver-disor. 75.3% 0.1% -0.5% 19% 05%| 665% -1.8% -05% -26% -1.6%
Meta 76.7% -52% -01% -0,6% -2.0%| 17,1% -32.0% -34% 0.7% -11.6%
Flags/pop 8L9% -05% 09% -25% -0.7%| 70.7% -01% -1.0% -09% -0.7%
Boston-hous. 71.2% 20% 0.0% 153% 57%| 556% -32% -44% 19% -1.9%

Usando la seleccion de atributos se consigue reducir el tamafio de los conjuntos de
gjemplos, mientras que, en general, la precision mejora 0 se mantiene, excepto en la
serie del problema meta en la que € error aumenta notablemente, en gran parte por €
error de M5'. Utilizando la ordenacion de k-NN se consigue un filtrado més prudente,
lo que conlleva un tamafio mayor y una precision mejor; con la ordenacion de BETs se
logra un filtrado mas agresivo y una precision algo peor. En cualquier caso, larelacion
entre reduccion de atributos y mejora de precision puede calificarse de satisfactoria.

Una vez comprobado que el mecanismo es efectivo en conjuntos conocidos, 10 apli-
camos sobre un problemareal: la calificacion de canales bovinas. La obtencion de datos
para la calificacion de canales es un proceso que se inicia en el matadero sacando tres
fotografias de la canal (interna, externay lateral). Sobre estas fotos y mediante un soft-
ware implementado atal efecto [DALO1], se marcan sus puntosy curvas caracteristicas:
un total de 25 puntos y 5 perfiles de los que se obtienen, mediante técnicas de vision
artificial, las 27 medidas de la canal que forman los atributos de cada gemplo. La cate-
goriaes un valor continuo entre 0.75y 6.25 [GBAO1].

El conjunto original, formado por 243 gjemplos de entrenamiento, ha sido sometido
a un filtrado prudente que ha eliminado 13 atributos. Posteriormente, se han efectuado
filtrados més agresivos reduciéndose el nimero de atributosa 9, 6y 5. EnlaTablall se
muestran | os resultados con |os sistemas SAFE, BETsSy M5’ sobre todos estos conjuntos.

Como puede verse, aplicando un filtrado prudente los algoritmos de aprendizaje
mejoran con respecto al conjunto inicial. Aplicando filtrados agresivos el error se man-
tiene, salvo en el conjunto con 6 atributos, pero el numero de atributos ha disminuido
significativamente. Centrdndonos en e conjunto que emplea solo 5 atributos, el error

2 Pueden obtenerse los conjuntos de ejemplos y los resultados detallados de la experimentacién en :
ftp://sella.aic.uniovi.es/publications/Machine_L earning/FAMPA .tar.gz
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incluso ha bajado, es mas, en €l caso del sistema BETs de manera importante. En térmi-
nos de obtencion de g emplos, la reduccion de atributos permite que solamente se nece-
siten 4 puntos, 3 perfilesy 2 fotografias, la tercera se hace innecesaria. Para este pro-
blema el filtrado agresivo es muy interesante, ya que manteniendo la precision, €l coste
econdémico y temporal en larecogida de datos disminuye drasticamente.

Tabla Il. Error absoluto medio obtenido a ir eliminando atributos en e problema de la calificacion

de canales. La Ultima fila contiene la media de los errores de |os sistemas sobre cada conjunto. En
este caso, la ordenacién empleada en € proceso de filtrado se basd en los pesos asignados por BETS

Atributos 27 14 9 6 5
SAFE 0,4341 0,4362 0,4263 0,4601  0,4486
BETs 0,4605 0,4567 0,4353 0,4301 0,4115

M5’ 0,4334 0,4212 0,4164 0,4634  0,4507
MEDIA 0,4427 0,4380 0,4260 0,4512 0,4369

7 Conclusiones

En este articulo se ha presentado un mecanismo que permite filtrar los atributos de un
problema mejorando procesos posteriores de aprendizaje. Se ha demostrando que esta
técnica es capaz de reducir €l nimero de atributos significativamente sin que se merme
la capacidad de acierto del conocimiento obtenido. El algoritmo resultante se ha proba
do con éxito en un problemareal (la clasificacion de las canales bovinas) y actualmente
se estd aplicando en un problema que trata de detectar la mamitis en vacas productoras
de leche.
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